
Implementace Bayesova kasifikátoru
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Abstrakt

Přı́spěvek se zabývá problematikou klasifikace prostorových pohybů palce ruky. Palec ruky je

označen reflexnı́ značkou, jejı́ž pohyb je sledován dvojicı́ videokamer ze dvou lineárně nezávis-

lých směrů. Pohyb značky v prostoru je parametrizován a uložen jako posloupnost polohových

vektorů. V přı́spěvku je uveden popis Bayesova klasifikátoru a klasifikátoru založeného na

diskriminačnı́ch funkcı́ch a tyto dva přı́stupy jsou porovnány.

1 Úvod

Uvedené klasifikačnı́ algoritmy jsou částı́ řetězce použitého k výzkumu vzájemných souvislostı́

svalové a mozkové aktivity člověka.

Mozková aktivita je v tomto výzkumu reprezentována elektro-encefalografickým signálem (EEG).

Signál EEG neobsahuje pouze části přı́mo souvisejı́cı́ se sledovaným pohybem těla, ale obsahuje i části

odrážejı́cı́ dalšı́ životnı́ funkce, např. artefakty očnı́ch pohybů. Aby bylo možné provádět srovnánı́ EEG

záznamu se záznamem svalové aktivity, bylo třeba zvolit jednoduchý pohyb malého svalu, který při

pohybu přı́liš neovlivňuje své okolı́. Jako sledovaný pohyb byl vybrán volný pohyb palce ruky. Svalová

aktivita je reprezentována posloupnostı́ polohových vektorů značky umı́stěné na palci ruky.

Účelem celého řetězce je nalézt typické změny mozkové aktivity odpovı́dajı́cı́ specifickým pohy-

bům palce ruky.

2 Experiment

Snı́maná osoba hýbe prstem mezi 3 polohami, směr pohybu prstu je volen pokusnou osobou tak,

aby všechny směry pohybu byly realizovány zhruba se stejnou četnostı́. Pohyb prstu následuje vždy po

optickém synchronizačnı́m pulsu, perioda pulsů je 6± 1 vteřina.

Snı́maný pohyb je zaznamenáván dvojicı́ standardnı́ch DV videokamer (rozlišenı́ 720×520 pixelů,

snı́mkovacı́ frekvence 25 snı́mků za vteřinu) ze dvou lineárně nezávislých směrů. Uspořádánı́ měřicı́ho

pracoviště je zřejmé z obrázku 1.

Palec ruky je označen speciálnı́ reflexnı́ značkou. Pohyb této značky v zaznamenaných videosek-

vencı́ch je parametrizován tak, aby bylo možné v každém půlsnı́mku zvlášt’ určit polohu této značky.

Z každé vteřiny záznamu je tak zı́skána posloupnost 50 polohových vektorů reprezentujı́cı́ch polohu palce

ruky v prostoru. Tyto vektory, označme je xxx, jsou dále použity jako přı́znakové vektory pro klasifikaci

pohybů prstu.



3 Bayesův klasifikátor

3.1 Klasifikačnı́ algoritmus

Řešı́me klasifikaci vstupnı́ch vektorů xxx do R třı́d, indikátory třı́d označme ω1, ω2, . . . , ωR.

Apriornı́ pravděpodobnosti P (ω1), P (ω2), . . . , P (ωR) jsou známy a platı́ pro ně

R
∑

r=1

P (ωr) = 1. (1)

Apriornı́ pravděpodobnosti udávajı́, jaká je pravděpodobnost, že vektor xxx připadne do třı́dy s indi-

kátorem ωr.

Předpokládejme, že kromě apriornı́ch pravděpodobnostı́ P (ωr) známe ještě všechny podmı́něné

hustoty pravděpodobnosti p(xxx|ωr) udávajı́cı́ rozloženı́ hodnot xxx uvnitř jednotlivých třı́d. Pak platı́, že

vektor přı́znaků xxx patřı́ do třı́dy s indikátorem ωr s pravděpodobnostı́

P (ωr|xxx) =
p(xxx|ωr)P (ωr)

p(xxx)
, (2)

kde

p(xxx) =
R

∑

r=1

p(xxx|ωr)P (ωr). (3)

Pravděpodobnosti P (ωr|xxx) nazýváme aposteriornı́mi pravděpodobnostmi, vztah (2) nazýváme

Bayesovým vztahem [3].

Obrázek 1: Měřicı́ pracoviště

Vektor přı́znaků xxx zařadı́me do té třı́dy ω∗, pro nı́ž platı́

ω∗ = argmax
r

P (ωr|xxx). (4)

Vzhledem k tomu, že jmenovatel Bayesova vztahu (2) je pro všechny aposteriornı́ pravděpodob-

nosti (třı́dy) stejný, je možné provádět klasifikaci na základě velikosti čitatele tohoto zlomku.



Jak vyplývá z definice experimentu (pokusné osoby jsou žádány, aby stacionárnı́ stavy mezi pohyby

prstu náhodně střı́daly tak, aby relativnı́ četnost jednotlivých třı́d pohybů byla zhruba stejná), apriornı́

pravděpodobnosti všech třı́d jsou si rovny a platı́ pro ně

P (ωr) =
1

R
pro všechna r = 1, . . . , R. (5)

Z uvedeného (5) vyplývá, že i čitatel Bayesova vztahu (2) je pro účely klasifikace možné dále zjed-

nodušit a vlastnı́ klasifikaci provádět pouze na základě velikostı́ podmı́něných hustot pravděpodobnostı́

ω∗ = argmax
r

p(xxx|ωr). (6)

3.2 Trénovánı́ klasifikátoru

Ke správné klasifikaci přı́znakových vektorů xxx do třı́d ω1, ω2, . . . , ωR potřebujeme, jak vyplývá

z (6), znát podmı́něné hustoty pravděpodobnostı́ p(xxx|ωr).

Předpokládejme, že hustoty pravděpodobnostı́ p(xxx|ωr) udávajı́cı́ rozloženı́ hodnot přı́znakových

vektorů xxx v jednotlivých třı́dách odpovı́dajı́ normálnı́mu rozloženı́ a je tedy možné je popsat rovnicı́

p(xxx|ωr) =
1

√

(2π)N |ΣΣΣr|
exp

(

−
1

2
(xxx −µµµr)

′ΣΣΣ−1

r (xxx −µµµr)

)

, (7)

kde

N je počet prvků přı́znakového vektoru xxx,

µµµr je střednı́ hodnota normálnı́ho rozdělenı́,

ΣΣΣr je jeho kovariančnı́ matice. [4]

Pro zı́skánı́ hustot pravděpodobnostı́ p(xxx|ωr) pak potřebujeme znát pro každou klasifikovanou

třı́du hodnoty parametrů µµµr aΣΣΣr. Tyto parametry zı́skáme na základě statistického rozboru přı́znakových

vektorů xxx, u nichž známe, ke které klasifikačnı́ třı́dě patřı́.

3.3 Odhad parametrů normálnı́ho rozdělenı́

Předpokládejme, že máme trénovacı́ množinu obsahujı́cı́ M vzájemně statisticky nezávislých

přı́znakových vektorů xxx patřı́cı́ch k jedné třı́dě s identifikátorem ωr. Pak pro danou trénovacı́ množinu

můžeme psát

p(xxx1,xxx2, . . . ,xxxM |qqq) =
M
∏

m=1

p(xxxm|qqq). (8)

Hustota pravděpodobnosti na levé straně rovnice (8) je pro danou trénovacı́ množinu vektorů xxx závislá

pouze na parametru qqq a nazýváme ji funkcı́ věrohodnosti. Úkolem trénovánı́ klasifikátoru je nalézt pro

danou třı́du ωr takový parametr qqq∗, který maximalizuje věrohodnost (8), tedy

qqq∗ = argmax
qqq

M
∏

m=1

p(xxxm|qqq). (9)

Takovýto odhad parametru qqq nazýváme maximálně věrohodný odhad (MLE - Maximum Likelihood

Estimation).



Dosazenı́m předpokládaného tvaru hustoty pravděpodobnosti p(xxx|ω) (7) do rovnice pro věrohod-

nost (8) zı́skáme podmı́něnou hustotu pravděpodobnosti realizace trénovacı́ množiny

p(xxx1,xxx2, . . . ,xxxM |µµµ,ΣΣΣ) =

=
M
∏

m=1

1
√

(2π)N |ΣΣΣ|
exp

(

−
1

2
(xxxm −µµµ)′ΣΣΣ−1 (xxxm −µµµ)

)

. (10)

Aniž bychom změnili polohu maxima (8), můžeme celou uvedenou rovnici zlogaritmovat (loga-

ritmus je monotónně rostoucı́ funkce a nabývá tedy maxima tam, kde jeho argument)

ln p(xxx1,xxx2, . . . ,xxxM |µµµ,ΣΣΣ) =

= −
N · M

2
ln(2π)−

M

2
ln |ΣΣΣ| −

1

2

M
∑

m=1

(

(xxxm −µµµ)′ΣΣΣ−1 (xxxm −µµµ)
)

. (11)

Maximalizaci věrohodnostnı́ funkce provedeme nalezenı́m extrému funkce v závislosti na para-

metrech µµµ aΣΣΣ.

Nalezenı́ parametru µµµ

Provedeme parciálnı́ derivaci ln p(xxx1,xxx2, . . . ,xxxM |µµµ,ΣΣΣ) podle vektoru µµµ

∂ ln p(xxx1,xxx2, . . . ,xxxM |µµµ,ΣΣΣ)

∂µµµ

= −
1

2

M
∑

m=1

∂
(

(xxxm −µµµ)′ΣΣΣ−1 (xxxm −µµµ)
)

∂µµµ
= ΣΣΣ−1

M
∑

m=1

(xxxm −µµµ) . (12)

Výraz (12) položı́me roven nule

ΣΣΣ−1

M
∑

m=1

(xxxm −µµµ) = 0 (13)

a dostáváme

µµµ =
1

M

M
∑

m=1

xxxm. (14)

Výraz (14) je maximálně věrohodným odhadem parametru µµµ normálnı́ho rozdělenı́ (7).



Nalezenı́ parametruΣΣΣ

U parametruΣΣΣ postupujeme obdobně jako u předchozı́ho parametru. Nejprve vypočteme parciálnı́

derivaci věrohodnostnı́ funkce podle tohoto parametru a položı́me ji rovnou nule.

∂ ln p(xxx1,xxx2, . . . ,xxxM |µµµ,ΣΣΣ)

∂ΣΣΣ
=

= −
M

2

∂ ln |ΣΣΣ|

∂ΣΣΣ
−
1

2

M
∑

m=1

∂
(

(xxxm −µµµ)′ΣΣΣ−1 (xxxm −µµµ)
)

∂ΣΣΣ
=

= −
M

2
ΣΣΣ−1 +

1

2
ΣΣΣ−1

M
∑

m=1

(

(xxxm −µµµ) (xxxm −µµµ)′
)

ΣΣΣ−1 = 0 (15)

Poté řešenı́m rovnice (15) vyjádřı́me parametr ΣΣΣ, pro nějž je hodnota věrohodnostnı́ funkce (8)

maximálnı́.

ΣΣΣ =
1

M

M
∑

m=1

(

(xxxm −µµµ) (xxxm −µµµ)′
)

(16)

Kovariančnı́ maticeΣΣΣ je symetrická pozitivně definitnı́ čtvercová matice s reálnými prvky σij , kde

i, j = 1, . . . , N [4].

ΣΣΣ =
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(17)

Prvky σ2i na hlavnı́ diagonále matice jsou rozptyly i-tého prvku vektorů xxx, prvky σij mimo hlavnı́

diagonálu jsou kovariance i-tého a j-tého prvku těchto vektorů. Pokud jsou prvky přı́znakových vektorů

xxx vzájemně nekorelované, je kovariančnı́ maticeΣΣΣ diagonálnı́.

4 Diskriminačnı́ funkce

4.1 Klasifikačnı́ algoritmus

Řešı́me opět klasifikaci vstupnı́ch vektorů xxx do R třı́d, indikátory třı́d označme ω1, ω2, . . . , ωR.

Hledáme množinu funkcı́ gr(xxx), pro které platı́

gr(xxx) > gs(xxx) (18)

pro každý vektor xxx a pro s = 1, 2, . . . R, s 6= r. Funkce splňujı́cı́ uvedenou nerovnost nazýváme

diskriminačnı́ funkce, jejich výběr obvykle nenı́ jednoznačný [3].

Vektor přı́znaků xxx zařadı́me do té třı́dy ω∗, pro nı́ž platı́

ω∗ = argmax
r

gr(xxx). (19)

S ohledem na rovnici (6) můžeme zvolit např. množinu funkcı́

gr(xxx) = p(xxx|ωr). (20)



Je zřejmé, že platı́-li

p(xxx|ωr) > p(xxx|ωs) (21)

pro každý vektor xxx a pro s = 1, 2, . . . R, s 6= r, pak za stejných podmı́nek platı́ i

ln p(xxx|ωr) > ln p(xxx|ωs). (22)

Diskriminačnı́ funkce pak definujeme

gr(xxx) = ln p(xxx|ωr) (23)

a dosadı́me-li z rovnice (7), dostáváme

gr(xxx) = −
N

2
ln(2π)−

1

2
ln |ΣΣΣr| −

1

2
(xxxm −µµµr)

′ΣΣΣ−1

r (xxxm −µµµr) . (24)

Po zanedbánı́ konstant neovlivňujı́cı́ch nerovnost (18) můžeme předchozı́ rovnici přepsat do tvaru

gr(xxx) = − ln |ΣΣΣr| − (xxxm −µµµr)
′ΣΣΣ−1

r (xxxm −µµµr) . (25)

Před vlastnı́ klasifikacı́ je třeba diskriminačnı́ klasifikátor rozhodujı́cı́ na základě vztahu (19)

natrénovat, tedy pro jednotlivé třı́dy s identifikátory ωr najı́t hodnoty parametrů µµµr a ΣΣΣr. Při trénovánı́

postupujeme stejně jako při trénovánı́ Bayesova klasifikátoru.

4.2 Vlastnosti diskriminačnı́ch funkcı́

Z odvozenı́ rovnice (23), zejména ze vztahů (20) a (22) je zřejmé, že použitı́ takto definovaných dis-

kriminačnı́ch funkcı́ vede k výsledkově totožnému klasifikačnı́mu algoritmu, jako je Bayesův klasifikátor

popsaný v části 3.

Výhodou diskriminačnı́ch funkcı́ je jejich menšı́ výpočetnı́ náročnost ve srovnánı́ s Bayesovým

klasifikátorem, nebot’ve vztahu (25) nenı́ třeba vypočı́távat hodnotu exponenciálnı́ funkce tak, jako ve

vztahu (7).

Členy ln |ΣΣΣr| ve vztahu (25) a 1

/

√

(2π)N |ΣΣΣr| ve vztahu (7) jsou nezávislé na klasifikovaném

vektoru xxx, můžeme je vypočı́tat před vlastnı́ klasifikacı́ jako konstantu pro každou třı́du zvlášt’ a na

výpočetnı́ náročnosti algoritmů se tedy neprojevı́.

5 Implementace

Oba klasifikačnı́ algoritmy byly implementovány ve výpočetnı́m systému MATLAB.

6 Výsledky

Jak již bylo uvedeno, oba klasifikačnı́ algoritmy jsou co se týče výsledků klasifikace totožné a nemá

smysl je z tohoto pohledu jakkoli porovnávat.

Zajı́mavé však může být srovnánı́ výpočetnı́ náročnosti klasifikátorů postavených na těchto algo-

ritmech, kde se ukazuje, že klasifikátor založený na diskriminačnı́ch funkcı́ch je na stejném hardwaru

zhruba o 20 % rychlejšı́, než Bayesův klasifikátor. Rychlost obou klasifikátorů byla ověřena na sadě

94550 přı́znakových vektorů.



7 Závěr

Bayesův klasifikátor i klasifikátor využı́vajı́cı́ diskriminačnı́ch funkcı́ jsou klasifikátory založené na

statistické analýze dat. Oba klasifikátory poskytujı́ dostatečně spolehlivé výsledky (přesnost klasifikace

byla na použitých datových souborech většı́ než 95 %) a jsou snadno implementovatelné v prostředı́

MATLAB. Jak bylo ukázáno, použitı́ diskriminačnı́ch funkcı́ může být výhodnějšı́ s ohledem na menšı́

výpočetnı́ náročnost klasifikátoru.
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